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Solarpotential auf den Philippinen
Analyse des Solarpotentials durch pixelbasierte und Deep-Learning-gestutzte Dachflachensegmentierung

Pixelbasierte Dachdetektion

Ausgangslage in den Philippinen Grundwissen Uber die U-Net-Architektur

Problemstellung
D 2,5 Millionen Haushalte ohne Zugang zu Elektrizitat

Grundlagendaten
Farbraum: RGB+NIR-Satellitenbilder

U-Net-Architekturelemente
Eingabebild
W Encoder / Decoder

Bodenaufiosungen : 15 cm, 30 cm und 45 cm
9 ' Max-pool 2x2 / up-conv 2x2

*|*|* segmentation
Arbeitsschritts Verbindungspfade map
Losungsansatz der lokalen Behérde arbeitsschiifte Ausgabebild
_ +~e Extraktion der Pixelwerte l
Installation von Solaranlagen auf geeigneten Dachern %... Definition der Klassenwertebersiche ¥ ‘
=T~ Aufbau lokaler Solarstrom-Netze mit Solaranlagen auf Modellbewertun i
geeigneten Dachflachen ’ Kiassifizierung der Dachfiachen %% Gesamigenauigkeit, Prazision, Recall, F1- - ’4
« Dachmaterial +Entfernen des Hintergrunds Score, Objektdetektion f ' 14
a +
. +Detektion der Dachflachen 1
Dachstruktur ini i 5 < H-ﬂ—ﬁ D—rvj = comv 23, RelU
« Dachgrosse +*Bereinigung der detekfierten Flachen U-Net-Eigenschaften . 1 copy and crop
Vektorisierung der Dachflachen Entwickelt im Jahr 2015 Te e e e # max pool 2x2
Entwickelt fur biomedizinische A b oo

Bildsegmentierung
Detailgetreue Segmentierung
[Stand: Juni 2025]. Flexible Anpassung
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Aufoeu der U-Net-Architzktur bestehand aus dem Encoder, Decoder und Varbindungen (Renneberger,
Q. Fiseher. P., & Brox, T. (2015). U-Net: Canvolutionsl Netwarks for Biamesical Image Segmentation)

Dachdetektion mittels U-Net-Architektur

Kachel, RGE, GSD 15¢m  Label, schwarziweiss; GSD 15 em

Resultate der Dachsegmentierung Diskussion der Dachsegmentierung

Grundlagendaten / Einstellungen Vergleich mit den Groundtruth Daten oien :Irev 0| eckton | mecall | ri-score Dhl:k:m
fem]  Acauracy o .
\| -+ Input-Kacheln: 576x576x3 + Deep Learning im RGB-Farbraum erfillt die 1% I ] 1] ] Pixelbasierter Ansatz Deep Leaming Ansatz auf den Deep Learning Ansatz auf den
. Genauigkeitsanspriche von 80% = £ G L en L 0 T En + Viele Dacher werden nicht RB+NIR-Daten RGB-Daten
« Farbraum: RGB und RB+NIR 9! P! 5 ET ws | 3 | m1 | ss e i - . .
y i 220 w4 503 s s erkannt (verschiedene Rotténe + Gute Dachdetektion Erreicht alle geforderten Ziele mit
+ Bodenauflosung: 15 cm, 30 cm und 45 ¢cm + Deep Learning im RBNIR-Farbraum hat zu 15 o ms | ms | amr &1 und braune Dacher) . einer sauberen Segmentierung der
3 geringe Prazision und Objektdetektion o = =5 =0 s sz + Fehlklassifikationen von 8 g g
+ Encoder/Decoder: Resnet34 und Mobilenet_v2 | ro s EY =1 =7 574 a7 + Unprazisere Segmentierung Vegetation und Strassenflachen Dachflachen
+  Pixelbasierter Ansatz erfillt die Anforderungen  <aws = = S =: B =
i + Teilwei i tische Fehl
Arbeitsschritte nicht :x:z f :: zz :: 1: :: eilweise systematische Fehler
+«¢ Klassendefinition e = o = = it =2
*dl *Klare Dachstruktur e = s s s e e
RSN 15 s sts | saa | ses | s
“Dachgrosse = S e - T =
+Dachmaterial
Labeln der Daten . p .
*Roboflow mithilfe von SAM i | e Verteilung der Pixel \ prea oo, e e
. . + Ungefahr 27-mal so viel Hintergrund wie Actual BG  §2504370 67629
Modelltraining N . Vordergrundpixel Actual FG 612284 3072933
Anwendung auf den gesamten Datensatz o= : . T » 3 e it nicht at ig
Anwendung auf Testgebiete
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Ausgangslage in den Philippinen

Problemstellung

D 2,5 Millionen Haushalte ohne Zugang zu Elektrizitat

Losungsansatz der lokalen Behorde

*=am |nstallation von Solaranlagen auf geeigneten Dachern

== Aufbau lokaler Solarstrom-Netze mit Solaranlagen auf
geeigneten Dachflachen

« Dachmaterial
 Dachstruktur
« Dachgrosse

¥

Quelle: Google Street View (2021): https://www.google.com/maps [Stand: Juni 2025].
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Einleitung Bachelorarbeit «Solarpotential in den Philippinen»

Zu detektierende Gebaude Nicht zu detektierende Gebaude

Zielsetzungen der Arbeit

Segmentierung von geeigneten Dachflachen
/IN"« Objektdetektionsgenauigkeit > 80%
« Segmentierungsgenauigkeit > 80%

Untersuchung von Methoden/Grundlagedaten

Detektionsmethode

« Pixelbasierte

* Deep Learning

Grundlagedaten

» Farbraume: RGB+NIR, RGB, RB+NIR
« Auflésungen: 15 cm, 30 cm und 45 cm

Quelle: Maxar (6. April 2023) [Stand: April 2025].
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Pixelbasierte Dachdetektion

Grundlagendaten e i e
A\l Farbraum: RGB+NIR-Satellitenbilder
Bodenauflosungen : 15 cm, 30 cm und 45 cm

Arbeitsschritte

e<@ Extraktion der Pixelwerte

Input Bild Entfernen des Detektion der griinen Detektion der griinen
Hintergrundes Décher Déacher bereinigt

Vergleich Input Bild und

Vektoren der Dacher Vektoren

i i . S e
e-m Definition der Klassenwertebereiche S0 e
Klassifizierung der Dachflachen c?, e

*Entfernen des Hintergrunds

Detektion der blauen Detektion der blauen
Dacher Décher bereinigt

*Detektion der Dachflachen
*Bereinigung der detektierten Flachen
Vektorisierung der Dachflachen
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Pixelbasierte Dachdetektion auf der Insel Olango (PHL)

Visueller Vergleich

« Ahnliche Segmentierung
bei unterschiedlicher
Auflosung

« Keine Dachdetektion von
braunlichen Dachflachen

« Schlechte Detektion von . BSOS "-*-"1-;
gewissen roten A bl
Dachflachen o g RN B SR U W I B

« Wenig Detektionen von
Nicht-Dachflachen

Legende
[ Dachdetektion

Legende
[ Dachdetektion

3 Hintergrundkarte: & Hintergrundkarte:
Autor: Janis Kramer | Datum: 11/06/2025 | Bachelorarbeit Solarpotential in den Philippinen Satelitenbild von Maxar Autor: Janis Kramer | Datum: 11/06/2025 | Bachelorarbeit Solarpotential in den Philippinen Satelitenbild von Maxar
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Grundwissen uber die U-Net-Architektur

U-Net-Architekturelemente

~—  Eingabebild
Encoder / Decoder

input $

Max-pool 2x2 / up-conv 2x2 : g output
P P Imﬁ%g "1™t -|* ’ segmentation

Verbindungspfade | EEEE
Ausgabebild

Modellbewertung

**3x  Gesamtgenauigkeit, Prazision, Recall, F1-
Score, Objektdetektion

= conv 3x3, ReLU
copy and crop

U-Net-Eigenschaften
'@' Entwickelt im Jahr 2015

Entwickelt fur biomedizinische
Bildsegmentierung

§ max pool 2x2
$ up-conv 2x2
=» conv 1x1

Aufbau der U-Net-Architektur bestehend aus dem Encoder, Decoder und Verbindungen (Ronneberger,

Deta”getreue Segmentierung O, Fischer, P., & Brox, T. (2015). U-Net: Convolutional Networks for Biomedical Image Segmentation)

Flexible Anpassung
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Dachdetektion mittels U-Net-Architektur

Kachel; RGB, GSD 15 cm

A\

e
-l

23. Oktober 2025

Label; schwarz/weiss; GSD 15 cm
Grundlagendaten / Einstellungen

* Input-Kacheln: 576x576x%3
* Farbraum: RGB und RB+NIR
» Bodenauflosung: 15 cm, 30 cm und 45 cm

» Encoder/Decoder: Resnet34 und Mobilenet_v2

Arbeitsschritte
Klassendefinition

*Klare Dachstruktur

b Dach g r(ljsse Loss per epoch Score per epoch Accuracy per epoch
0.7 4 —— train_loss —— train_mioU 1007 e
«Dachmaterial : T W sl
Labeln der Daten N V=i -
«Roboflow mithilfe von SAM o o
Modelltraining ol Nl
0.0 mwﬁw}M"‘“‘*" o o L;(cura:yy
Anwend u ng auf den gesa mten Datensatz 0 5 0 ot 15 20 25 0 5 10 ot 15 20 25 v 5 10 ot 15 20 25

Anwendung auf Testgebiete
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Deep Learning Dachsegmentierung auf der Insel Olango (PHL)

Moelreter: Bildauflésung 15 ¢m | Farbraum RGB | Encoder resnet34 Modelparameter: Bildauflésung 15 cm | Farbraum RB+NIR | Encoder resnet34

g ! : 4 3
4 : e b e -"A 5
= e, ekl A
- t . b
‘A i ¢ -
. ¥

Dachdetektion in RGB

« Ahnliche Segmentierung bei
verschiedenen Auflosungen
und Encodern

» Visuell gute Segmentierung
der Dachflachen

» Einige Falschdetektionen von
Wasserflachen

e e s e S

Dachdetektion in RB+NIR

« Ahnliche Segmentierung der
Dachflachen

* Mehr Falschdetektionen von
Strassen und Vegetation

A 3 A 3

» Einige Falschdetektionen von ¢ AR, :
Wasserflachen . ‘ Legende

[] Dachdetektion

Legende
[] Dachdetektion

3 Hintergrundkarte: A Hintergrundkarte:
Autor: Janis Kramer | Datum: 11/06/2025 | Bachelorarbeit Solarpotential in den Philippinen Satelitenbild von Maxar Autor: Janis Kramer | Datum: 11/06/2025 | Bachelorarbeit Solarpotential in den Philippinen Satelitenbild von Maxar
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Dachsegmentierung in unterschiedlichen Regionen

Dachdetektion in Baybay City Auflésung: 30cm | Dachdetektion in Baybay City Auflésung: 30cm
Encoder: resnet34 Farbraum: RGB |Encoder: mobilenet_v2 Farbraum: RGB

— P

Legende oo 43 i ; Legende
[] oachdetektion LN GO | | Dachdetektion

l'yg Hintergrundkarte: 3 : Y B Vo Hintergrundkarte:
A  Luftbild von SkyEye Inc. 1 = . = rd B e  Luftbild von SkyEye Inc.

Dachdetektion in Mararison Aufissung: 15cm | Dachdetektion in Mararison Auflésung: 15cm
Encoder: resnet34 Farbraum: RGB | Encoder: mobilenet_v2 Farbraum: RGB

Legende Legende

|:| Dachdetektion . l:l Dachdetektion
0 . 254750 m

Hintergrundkarte: Hintergrundkarte:
Luftbild ven danbjoseph  O— PR Luftbild von danbjoseph

Dachdetektion in Pulau Mubur  Aufissung: 15cm | Dachdetektion in Pulau Mubur  Auflésung: 30cm
Encoder: resnet34 Farbraum: RGB | Encoder: resnet34 Farbraum: RGB

¢ Legende

[] pachetektion P : [] pacndetextion

Hintergrundkarte: 2 s s 3 Hintergrundkarte:
Luftbild von Miswar Rasyid Bl o B Luftbild von Miswar Rasyid

Deep-Learning-Ansatz auf Open-Source-Drohnendaten

Fehlklassifikationen von Wasserflachen
Gute Segmentierung von gewissen Dachflachen

Resnet34 und Mobilenet_v2 erzielen ahnliche
Ergebnisse

Kleiner GSD liefern visuell bessere Ergebnisse wie
grossere GSD
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Resultate der Dachsegmentierung

Vergleich mit den Groundtruth Daten Encoder / Overall | ion | Recall | Flscore | OPicktdete
. _ . . Farbraum GSD [cm] Accuracy ktion
§: * Deep Learning im RGB-Farbraum erfullt die Methode [%] [%] [%] [%] [%]
v - . . . 0 RGB resnet34 15 99.1 89.0 89.9 89.5 88.8
GenaUngeltsanSprUChe von 80 /0 RGB resnet34 30 99.1 87.9 90.3 89.1 90.9
° Deep Learning |m RBNIR_Farbraum hat ZU RGB resm.-:‘t34 45 99.0 87.4 90.3 88.8 90.5
. oL . . RGB mobilenet |15 99.0 88.6 88.8 88.7 87.1
geringe Prazision und ObJektdetektlon RGB mobilenet |30 99.0 83.8 87.9 83.3 84.1
. . . . RGB mobilenet |45 98.9 88.1 86.7 87.4 81.7
* Pixelbasierter Ansatz erfullt die Anforderungen m—— ey P 9.9 — 232 53 6.9
nicht RBNIR resnet34 30 97.6 65.5 90.7 76.1 89.0
RBNIR resnet34 45 97.6 65.5 90.7 76.1 64.6
RBNIR mobilenet |15 97.4 64.8 83.3 72.9 75.0
RBNIR mobilenet |30 98.2 77.3 80.1 78.7 68.9
RBNIR mobilenet |45 97.8 71.8 79.9 75.6 67.7
RGBNIR Pixelbasiert |15 96.4 57.6 59.4 58.5 50.1
RGBNIR Pixelbasiert |30 96.7 61.4 56.4 58.8 46.1
RGBNIR Pixelbasiert |45 95.8 50.2 61.9 55.4 57.0
Verteilung der Pixel Pred BG Pred FG
« Ungefahr 27-mal so viel Hintergrund wie Actual BG 82504370 676029
Actual FG 612284 3972933

Vordergrundpixel
« Gesamtgenauigkeit nicht aussagekraftig
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Diskussion der Dachsegmentierung

Pixelbasierter Ansatz Deep Learning Ansatz auf den Deep Learning Ansatz auf den
« Viele Dacher werden nicht RB+NIR-Daten RGB-Daten
erkannt (verschiedene Rottone » Gute Dachdetektion Erreicht alle geforderten Ziele mit
und braune Dacher) « Fehlklassifikationen von einer s_guberen Segmentierung der
« Unpréazisere Segmentierung Vegetation und Strassenflachen Dachflachen

+ Teilweise systematische Fehler
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Ausblick und weiter Anwendungen

Bachelorarbeit «Solarpotenzial auf den Philippinen»
@ zeigt den Proof of Concept fur die
Dachsegmentierung mit einer U-Net-Architektur

Umsetzung fur die Lokale Anwendung

Anwendung der aktuellen Modelle auf grossere
Testgebiete

Training eines allgemeingultigen Modells
» Definition der Datengrundlagen
« Erweiterung der Trainingsdatengrundlagen

Quelle Google Maps (2025): https //www google.com/maps [Stand Marz 2025].
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